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В данной статье рассмотрены существующие модели нейронных сетей, предназначенные для 

генерации естественного языка. Представлены их архитектуры, начиная от классической Seq2Seq 

модели, заканчивая генерацией естественного языка с помощью генеративно-состязательной сети, 

приведены различия между ними, проанализированы их преимущества и недостатки с точки 

зрения их точности при генерации естественного языка. 
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Введение 

Точкой отправления нейронных сетей для генерации текстов является рекуррентная нейронная сеть 

(англ. RNN). Рекуррентная нейронная сеть - это тип нейронных сетей, который использует направленную 

последовательность для связей между элементами [18]. Такая архитектура нейронной сети позволяет 

запоминать определенные части предложения, однако без учета смысла самих слов. Чтобы учесть смысл 

слов, были придуманы “вложения слов” (англ. Word embeddings), которые могут представлять слово в 

виде тензора (в частном случае вектора) [19]. Одни из архитектур RNN - это LSTM (Long-Short Term 

Memory) и GRU (Gated Recurrent Unit). 

В этой статье рассмотрены существующие модели нейронных сетей, предназначенные для генерации 

естественного языка. Представлены их архитектуры, начиная от классической Seq2Seq модели, 

заканчивая генерацией естественного языка с помощью генеративно-состязательной сети, приведены 

различия между ними, проанализированы их преимущества и недостатки. В статьях [15 - 17] приведены 

основные архитектуры и техники для генерации текстов, однако в них не рассмотрены новые техники, что 

описаны в данной статье. 



 

“Sequence-to-sequence” - первая модель 

“Sequence to sequence” - это архитектура, созданная компанией “Google” для решения задачи 

“машинного перевода”. В оригинальной статье слоями сети являлись RNN и LSTM [1], которые 

позволяют решить проблему градиентного взрыва, затем также было предложено использовать GRU слой, 

который является менее сложной версией LSTM [13]. Контекстом каждого входа, является выход с 

предыдущего момента времени. 

Перед тем, как рассмотреть способ генерации естественного языка, необходимо рассмотреть, что такое 

энкодеры и декодеры в контексте нейронных сетей, поскольку “Seq2Seq” модель состоит из трех частей: 

энкодер (enc), промежуточный вектор (vec) и декодер (dec) [1]. 

 

 
Рис. 1. Seq2Seq модель – Первая модель 

Энкодер служит для того, чтобы получить на вход предложение переменной длины на исходном языке 

и перевести его в промежуточный вектор. Промежуточный вектор, в свою очередь, дает статическое 

представление закодированного предложения. После этого вектора энкодированное предложение 

передается в декодер, который ставит ему в соответствие предложение другой длины. Таким образом, 

каждая ячейка - это слой нейронной сети, у которого есть свои веса. 

Обычно “Seq2seq” модель используется для машинного перевода одного языка в другой. Но тут, 

интересно, где находится значащее пространство (англ. meaning space) , а оно находится только внутри 

промежуточного вектора, который должен собрать представление предложения на одном языке и 

передать его декодеру. 

Несмотря на то, что “Seq2seq”, благодаря своей гибкой архитектуре “энкодер-декодер”, нашел 

применение во множествах прикладных задач, помимо машинного перевода, например, перенос стилей 

языка [2], генерация описаний для картинок [3], задача ответа на визуальный вопрос [4] и многое другое, 

в этой архитектуре есть “узкое место” - это промежуточный вектор, поскольку его размер он 

статический, таким образом, модель сможет запоминать лишь предложения фиксированной длины. Рис. 

2 отражает постепенную потерю навыков обобщения модели при возрастании длины предложения. 

Значащее пространство  

Значащее пространство - это представление и сопоставление концептов и идей. Если не нужно 

представление, а достаточно прикладного применения, то можно полагать, что это пространство является 

последним состоянием энкодера. Однако для генерации языка, или для применения дополнительных 

стилей к языку, необходимо расширить представления слов в этом пространстве. Также мы можем 

добавить определенное ограничение в форме вероятностного распределения, что позволит нам 

представить это пространство более компактно.  

Если наша система будет способна сохранять этот баланс, заданный распределением, то мы можем 

утверждать, что значения, которые будут иметь похожее значение будут распределены близко друг к 

другу. На практике, это означает следующее: на выходе энкодера рекуррентной нейронной сети выход 

последнего состояния передается двум линейным слоям, чтобы те конвертировали это состояние в 



 

среднее значение и в ковариационный вектор [5], такой подход назван вариационным методом. На рис. 3 

представлен вариационный автоэнкодер. 

 

 
 

Рис. 2. Зависимость длины предложения от BLEU [14] 

 

 
 

Рис. 3. VAE – вторая модель 

На вход подается текст x, который мы энкодируем в некое значимое пространство, которое 

представляет собой распределений вероятностей q(z|x). Вариационный автоэнкодер заменяет 

стандартную детерминированную функцию, которая была на конце автоэнкодера, на обученную модель 

q(z|x), которая обычно реализует приближенное Гауссово распределение по z. Введем p(z) - это будет 

идеальное Гауссово распределение, которое обозначается как N(0, 1), следовательно, наша модель q(z|x) 

должна стремиться быть похожей на p(z).  

После того, как x был закодирован в распределение q(z|x), передается z для того, чтобы восстановить 

x. Проблема VAE заключается в том, что его тяжело тренировать, поддерживая корректное 

распределение.  

Поскольку внутри значащего пространства теперь распределение, можно поставить внутри 

распределения функцию по определенным параметрам, преобразовывая по определенным параметрам, 

т.е. в частном случае искать синонимы, например, преобразование современного текста в шекспировскую 

речь [6]. 

Избавление от парных данных 

Несмотря на плюсы и минусы Seq2Seq моделей, рассмотренных ранее, в них есть одна общая черта - 

это необходимость использования парных данных при обучении, например, английского языка с русским. 



 

Одно из решений этой проблемы предложил Google, например, имеется две пары языков - 

(Английский, Корейский) и (Английский, Японский), необходимо транслировать из корейского в 

японский, и наоборот. В их систему перевода был добавлен токен, показывающий в какой язык надо 

переводить, например <2 EN>, что означает “перевод в английский”. Также, они заметили, что, если 

сопоставить в значащем пространстве несколько языков, то сеть “делится” параметрами между 

представленными языками, следовательно, система позволяет сопоставлять слова между парами языков. 

 

 
 

Рис. 4. GNMT – третья модель 

В случае если упорядоченных пар нет, можно использовать общий энкодер у этой пары языков (A, B), 

но значащее пространство тренируется как автоэнкодер для воспроизведения различных языков (рис. 5) 

[8]. Например, чтобы превратить язык A в язык B, можно энкодировать предложения в язык B и затем 

декодировать их в язык A через общее пространство, таким образом, мы получим эту пару (A, B). Это же 

правило действует и в обратную сторону. 

 

  
Рис. 5. Использование общего значащего пространства для создания упорядоченных пар языков 

Состязательная генерация текста 

Генеративно-состязательные сети [9] также используются для генерации текста без существующих пар 

предложений посредством классификации с учителем, заключающейся в отличии сгенерированного 

текста от требуемого текста. 

Следующий метод [10] фактически описывает вариацию классической статьи про генеративно-

состязательные сети, только заменяя генератор на Seq2Seq модель со значащим пространством, которое 

распределено близко к нормальному распределению N(0, 1). Выход этого генератора проходит через 

классификатор, также называемый дискриминатором. Этот классификатор уже обучен необходимой 

генерации, т.е. он знает, что должно быть на выходе (рис. 6). 

Но в таком подходе возникает следующая проблема: текст - это дискретная величина, а не 

продолжительная, как в случае с изображениями, вследствие чего мы не можем дифференцировать по 

этому пространству и не можем сделать метод обратного распространения ошибки. В модели на рис. 5 

рассмотрен один из вариантов решения этой проблемы - это использование среднего взвешенного всех 

слов векторов.  

Еще один подход называется “professor forcing” [11 - 12]. Этот подход отличается тем, что 

дискриминатор смотрит не на выход декодера, а на разницу между скрытыми состояниями, в то время как 

декодер обучается в режиме принуждения учителя (англ. - “teacher forcing”). То есть мы хотим, чтобы 

поведение генеративной рекуррентной нейронной сети было неотличимым вне зависимости от режима 

тренировки, будь то определенная последовательность, или это самосгенерированные входы.  



 

 
Рис. 6. Генеративная модель – четвертая модель 

Таким образом, параметры дискриминатора тренируются, чтобы максимизировать правдоподобие, что 

достигается с помощью стохастического градиентного спуска с мини батчами, которые представляют 

собой комбинацию N последовательностей, которые были получены при “teacher forcing”, и N 

последовательностей, полученных в режиме генерации. Параметры же рекуррентной нейронной сети 

тренируются, чтобы максимизировать правдоподобие и обмануть дискриминатор. 

На рис. 7 представлена архитектура “Professor Learning”. Распределения скрытых состояний 

принудительно заставляют быть близкими друг к другу благодаря дискриминатору. 

 

 
Рис. 7. Архитектура “Professor Learning” 

 

Заключение 

В рассмотренных моделях нейронных сетей есть несколько общих проблем, например, сложность 

обучения у всех генеративно-состязательных моделей, поскольку помимо стандартной для таких типов 

сетей тренировки двух моделей одновременно, добавляется еще необходимость следить за 

распределениями скрытых слоев у двух частей генератора при архитектуре “Professor Learning”, также 

текст - это дискретная величина и потому, необходимо каким-то образом обновлять веса методом 

обратного распространения ошибки, что также осложняет обучение.  

С другой стороны, когда используется уже классическое обучение рекуррентных нейронных сетей, 

необходимо собирать парный датасет, что во многих случаях сделать тяжело, в связи с нехваткой данных.  

Таким образом, главной текущей задачей для моделей нейронных сетей для генерации естественного 

языка является создание таких моделей, которые позволяют работать с непарными датасетами, например, 

GNMT, GAN с “Professor Learning” и, в целом, различные вариации использования значащего 

пространства. 
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