
 

УДК 004.9 

РАЗРАБОТКА УНИФИЦИРОВАННОЙ MLOPS-ПЛАТФОРМЫ ДЛЯ 

ФЕДЕРАЛЬНОГО КАЗНАЧЕЙСТВА И НОЦ РТУ МИРЭА 

Червяков А.А. 

Федеральное Казначейство Российской Федерации, Москва, Россия, achervyakov@roskazna.ru 

В Федеральном казначействе успешно апробируется 17 ИИ-моделей, а сложившийся распределённый 

процесс разработки (прототипирование в НОЦ РТУ МИРЭА, внедрение в ЦОД Федерального 

казначейства) доказал свою эффективность. Дальнейшее совершенствование этого процесса требует 

устранения таких ограничений, как отсутствие единой среды управления жизненным циклом, 

нарушение воспроизводимости результатов и высокие трудозатраты на ручной перенос моделей, что и 

определяет цель статьи — проектирование и разработку унифицированной on‑premise 

MLOps‑платформы, обеспечивающей полный жизненный цикл ИИ-моделей с гарантией идентичности 

их работы в исследовательской и промышленной средах. Основные результаты: предложена 

архитектура платформы, включающая модули подготовки данных (MinIO, DVC), разработки и 

оркестрации (MLflow, GitLab, Airflow), деплоя (BentoML, Kubernetes, FastAPI), хранения (Redis, Kafka, 

PostgreSQL) и мониторинга (Prometheus, ELK, Jaeger). Научная новизна заключается в создании 

интегрированного решения для государственного финансового органа, реализующего принцип 

«внутреннего контура» и сквозную автоматизацию ML-процессов в изолированных инфраструктурах. 

Практическая значимость подтверждается достижимыми эффектами: сокращение времени 

развёртывания модели с 1-2 недель до 2–3 часов, снижение трудозатрат на сопровождение на 60%, 

уменьшение числа инцидентов из-за расхождения окружений на 90%. 
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Language Models). 
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The Federal Treasury successfully operates 17 AI models, and the established distributed development process 

(prototyping at the RTU MIREA Research and Education Center, deployment at the Federal Treasury Data 

Center) has proven its effectiveness. Further improvement of this process requires addressing such limitations as 

the absence of a unified lifecycle management environment, loss of reproducibility, and high labor costs for 

manual model transfer. This defines the aim of the paper: to design and develop a unified on‑premise MLOps 

platform that ensures the full lifecycle of AI models with guaranteed identical performance in research and 

production environments. Main results: we propose a platform architecture comprising data preparation 

(MinIO, DVC), development and orchestration (MLflow, GitLab, Airflow), deployment (BentoML, Kubernetes, 

FastAPI), storage and caching (Redis, Kafka, PostgreSQL), and monitoring (Prometheus, ELK, Jaeger) 

modules. Scientific novelty lies in creating an integrated solution for a state financial authority that implements 

the "inner loop" principle and end‑to‑end automation of ML processes in isolated infrastructures. Practical 

significance is confirmed by achievable effects: reduction of model deployment time from 1–2 weeks to 2–3 

hours, reduction of maintenance labor costs by 60%, and decrease of environment‑related incidents by 90%. 

Keywords: MLOps, ML Lifecycle Management, on‑premise infrastructure, ML model, information security, LLM 

(Large Language Models). 

 

Введение 

В современных условиях цифровой трансформации государственного управления Федеральное 

казначейство Российской Федерации активно внедряет технологии искусственного интеллекта (ИИ) для 

повышения эффективности обработки финансовых данных и мониторинга реализации национальных проектов 

[1, 3]. На текущий момент в промышленной эксплуатации находятся 17 ИИ-моделей. 



 

Процесс разработки и внедрения ИИ моделей в Федеральном казначействе реализуется в рамках 

двухэтапного подхода: 

Этап прототипирования — выполняется в научно образовательном центре (НОЦ) РТУ МИРЭА [2]. На 

данном этапе осуществляется сбор и предобработка данных, выбор и настройка алгоритмов машинного 

обучения, разработка и валидация прототипа модели в исследовательской среде [3, 4, 10]. 

Этап промышленного внедрения — осуществляется в защищённом контуре Федерального казначейства. 

Включает интеграцию модели с корпоративными информационными системами, развёртывание в 

продуктивной среде, настройку мониторинга и сопровождения [7]. 

При всей эффективности распределённой модели разработки её масштабирование выявило следующие 

технологические задачи, требующие решения: 

• отсутствие единой среды управления жизненным циклом моделей (ML Lifecycle Management) [5] ; 

• сложности воспроизводимости результатов между исследовательской и промышленной средами [6]; 

• риски расхождения в поведении моделей из за различий в конфигурациях окружения [8, 12] ; 

• высокие трудозатраты на ручной перенос и адаптацию моделей [8, 13]. 

В связи с этим возникает объективная необходимость создания унифицированной MLOps платформы 

(Machine Learning Operations), обеспечивающей сквозную автоматизацию процессов разработки, тестирования, 

развёртывания и мониторинга ИИ моделей. 

Целью настоящей статьи является проектирование и разработка MLOps платформы для Федерального 

казначейства, обеспечивающей полный жизненный цикл моделей машинного обучения — от подготовки 

данных и обучения до развёртывания и непрерывного мониторинга — с возможностью воспроизводимого 

переноса разработанных в НОЦ РТУ МИРЭА моделей и алгоритмов в инфраструктуру Центра обработки 

данных (ЦОД) Федерального казначейства. Ключевым требованием к платформе выступает гарантия 

идентичности работы ИИ моделей в обеих средах: 

Предлагаемое в статье решение представляет собой комплексную MLOps-платформу, охватывающую 

ключевые этапы жизненного цикла модели машинного обучения. Архитектура платформы построена на 

принципах модульности, контейнеризации и унификации, что обеспечивает переносимость между 

инфраструктурами НОЦ РТУ МИРЭА и ЦОД Федерального казначейства [8]. 

Основные модули платформы и их назначение 

Модуль 1. Подготовка данных и управление экспериментами 

Данный модуль отвечает за начальный этап работы с данными: их загрузку, хранение, версионирование и 

первичный анализ. Инструменты, используемые в модуле 1, перечислены в таблице 1. 

 

Таблица 1 – Инструменты, используемые в модуле 1, и их назначение 

Инструмент Назначение 

MinIO S3-совместимое объектное хранилище для загрузки и хранения исходных данных, 

датасетов и артефактов. Обеспечивает единый интерфейс доступа к данным в обеих 

средах. 

DVC (Data 

Version 

Control) 

Система версионирования данных. Фиксирует версии датасетов, обеспечивая 

воспроизводимость экспериментов и возможность отката к предыдущим состояниям 

данных. 

Pandas, 

NumPy, SciPy 

Библиотеки для проведения разведочного анализа данных (EDA): статистический анализ, 

обнаружение аномалий, визуализация распределений, проверка качества данных. 

Платформа включает в себя, но не ограничивается перечнем форматов, приведённым в таблице 2. 

 

Таблица 2 – Перечень форматов, поддерживаемых платформой 

Категория Поддерживаемые форматы 

Структурированные CSV, TSV, JSON, XLSX, SQL 

Полуструктурированные YAML, XML, Parquet 

Неструктурированные MD, PDF, DOCX, PPT, HTML, TXT 

Мультимодальные PNG, JPG, TIFF, BMP 

 

Порядок работы: данные загружаются в MinIO для централизованного хранения. DVC фиксирует их версии, 

создавая историю изменений. Исследователь проводит первичный анализ и обработку данных с 

использованием библиотек Python. 



 

 

 
Рисунок 1 – Перечень форматов, поддерживаемых платформой 

 

Модуль 2. Разработка и оркестрация 

Модуль охватывает процесс разработки моделей, трекинг экспериментов, управление версиями кода и 

автоматизацию пайплайнов. Инструменты, используемые в модуле 2, перечислены в таблице 3. 

 

Таблица 3 – Инструменты, используемые в модуле 2, и их назначение 

Инструмент Назначение 

MLflow – центральное 

ядро системы 

Трекинг экспериментов: логирование метрик, весов, гиперпараметров и 

артефактов моделей. Обеспечивает сравнение экспериментов и выбор лучшей 

модели для поставки. 

NumPy, Scikit-learn, 

SciPy, Pandas, PyTorch 

ML-фреймворки и библиотеки для разработки, обучения и валидации моделей 

машинного обучения и глубокого обучения. 

GitLab Система контроля версий и CI/CD. Хранение исходного кода, код-ревью, 

автоматический запуск тестов и сборок при коммите. 

Helm Менеджер пакетов для Kubernetes. Используется для описания, версионирования 

и развёртывания конфигураций приложений. 

Apache Airflow Система создания, планирования и мониторинга рабочих процессов 

(пайплайнов). Оркестрирует последовательность этапов: от обработки данных до 

запуска обучения и экспериментов. 

 

Порядок работы: Разработчик пишет код в GitLab-репозитории. MLflow фиксирует результаты каждого 

эксперимента. Apache Airflow оркестрирует запуск пайплайнов обучения. По результатам экспериментов 

лучшая модель поставляется на следующий этап для развёртывания. 

Модуль 3. Деплой и исполнение 

Модуль обеспечивает упаковку обученных моделей, их контейнеризацию, развёртывание и предоставление 

API для обращения к моделям. Инструменты, используемые в модуле 3, перечислены в таблице 4. 

 

Таблица 4 – Инструменты, используемые в модуле 3, и их назначение 

Инструмент Назначение 

BentoML Упаковка и версионирование обученных ИИ-моделей в стандартизированные 

артефакты (bentos), готовые к развёртыванию. 

Docker Контейнеризация упакованных моделей. Обеспечивает изолированное и 

воспроизводимое окружение для запуска моделей. 

Kubernetes Контейнерная оркестрация: автоматическое масштабирование, управление 

жизненным циклом контейнеров, балансировка нагрузки. 

FastAPI / Swagger REST API для обращения к развёрнутым моделям. Swagger обеспечивает 

автоматическую документацию API-эндпоинтов. 

Nginx / HAProxy Веб-сервер и обратный прокси-сервер. Обеспечивает балансировку нагрузки, 

SSL-терминацию и маршрутизацию входящих запросов. 

React Фронтенд-интерфейс платформы. Обеспечивает взаимодействие пользователя с 

платформой: запуск моделей, просмотр результатов, управление экспериментами. 

 



 

Порядок работы: Лучшая модель из MLflow упаковывается через BentoML, помещается в Docker-

контейнер и развёртывается в Kubernetes-кластере. FastAPI предоставляет REST-эндпоинты. Nginx/HAProxy 

маршрутизирует входящие запросы. Пользователь взаимодействует с платформой через React-интерфейс. 

Модуль 4. Хранение и кэширование 

Модуль отвечает за промежуточное хранение данных, кэширование результатов и управление очередями 

задач. Инструменты, используемые в модуле 4, перечислены в таблице 5. 

 

Таблица 5 – Инструменты, используемые в модуле 4, и их назначение 

Инструмент Назначение 

Redis 
Система кэширования. Повторные запросы выдаются мгновенно из кэша без 

повторного запуска модели, что существенно снижает нагрузку и время отклика. 

Apache Kafka 

Брокер сообщений и очередь задач. Управляет потоком входящих запросов: при 

избытке нагрузки запросы буферизируются в очереди и обрабатываются 

последовательно. 

PostgreSQL 
Реляционная база данных для хранения структурированных данных: метаданные 

моделей, результаты инференса, конфигурации. 

ClickHouse 
Колоночная СУБД для аналитических запросов. Используется для хранения и быстрого 

анализа больших объёмов логов и метрик. 

 

Порядок работы: При поступлении запроса система сначала проверяет кэш Redis. При наличии 

закэшированного ответа — результат возвращается мгновенно. При отсутствии — запрос через Kafka 

направляется на backend для обработки моделью. Результаты сохраняются в PostgreSQL/ClickHouse. 

Модуль 5. Мониторинг и эксплуатация 

Модуль обеспечивает непрерывное наблюдение за работой всех компонентов платформы и развёрнутых 

моделей. Инструменты, используемые в модуле 5, перечислены в таблице 6. 

 

Таблица 6 – Инструменты, используемые в модуле 5, и их назначение 

Инструмент Назначение 

Prometheus + Grafana Сбор и визуализация технических метрик: загрузка CPU/GPU, потребление 

памяти, время отклика моделей, количество запросов в секунду. 

Elasticsearch + Logstash + 

Kibana (ELK) 

Стек логирования. Logstash собирает логи со всех компонентов, Elasticsearch 

индексирует и хранит их, Kibana предоставляет интерфейс поиска и 

визуализации. 

Sentry + Zabbix Мониторинг ошибок. Критические ошибки при исполнении моделей 

фиксируются в Sentry/Zabbix, разработчик получает мгновенное уведомление. 

Jaeger Распределённый трейсинг. Создание трейсов обработки запроса — от входа 

пользовательского запроса до ответа модели — для анализа узких мест и 

оптимизации производительности. 

 

Порядок работы: Все компоненты и сервисы платформы передают технические метрики в Prometheus, 

который визуализирует их через Grafana. Логи агрегируются в ELK-стеке. Ошибки автоматически фиксируются 

в Sentry/Zabbix. Jaeger обеспечивает сквозную трассировку запросов. 

Архитектура MLOps-платформы 

Схема отражает полный жизненный цикл модели машинного обучения в рамках разрабатываемой MLOps-

платформы и включает пять логических блоков: 

1. Подготовка данных и управление экспериментами (левый блок). Данные загружаются в объектное 

хранилище MinIO. DVC фиксирует версии датасетов. Проводится разведочный анализ данных (EDA) с 

использованием Pandas, NumPy и SciPy. 

2. Разработка и оркестрация (второй блок – центральный блок платформы). MLflow обеспечивает 

трекинг экспериментов и логирование метрик. Разработчик использует ML-фреймворки (Scikit-learn, PyTorch и 

др.) и ведёт код в GitLab с поддержкой CI/CD. Apache Airflow оркестрирует пайплайны обучения. 

3. Деплой и исполнение (третий блок). Лучшая модель упаковывается через BentoML, разворачивается в 

Docker-контейнерах под управлением Kubernetes. FastAPI предоставляет API, Nginx/HAProxy обеспечивают 

маршрутизацию. React-фронтенд предоставляет пользовательский интерфейс. 



 

4. Хранение и кэширование (центральный блок). Redis кэширует повторные запросы. Kafka управляет 

очередью задач при пиковых нагрузках. PostgreSQL и ClickHouse обеспечивают персистентное хранение 

данных. 

5. Мониторинг и эксплуатация (правый блок). Prometheus + Grafana собирают метрики, ELK-стек 

агрегирует логи, Sentry/Zabbix отслеживают ошибки, Jaeger обеспечивает сквозной трейсинг. 

Стрелки на схеме, представленной на рис. 2, показывают направление потока данных: от загрузки исходных 

данных через обучение и поставку лучшей модели к развёртыванию и мониторингу. 

Обратная связь (стрелка «Новый цикл доработки») замыкает процесс: по результатам мониторинга 

инициируется новый цикл разработки и улучшения модели. 

 

 

Рисунок 2 – Архитектура MLOps-платформы 

 

Развёртывание инфраструктуры НОЦ и Лаборатории ИИ. 

Схема демонстрирует архитектуру развёртывания MLOps-платформы в двух инфраструктурных контурах: 

 

 

Рисунок 3 – Развёртывание инфраструктуры НОЦ и Лаборатории ИИ 



 

Левый контур (НОЦ РТУ МИРЭА):  

- Лаборатория ИИ включает три ключевых компонента: Deploy (развёртывание моделей), Репозиторий 

(хранение кода и артефактов), MLOps (автоматизация жизненного цикла моделей).  

- Слой работы с данными обеспечивает доступ к данным для обучения и экспериментов.  

- Хранилища: Прототипы СХД ИС (хранение прототипов систем хранения данных информационных 

систем) и СХД ИИ (система хранения данных для задач искусственного интеллекта). 

Правый контур (ЦОД Федерального казначейства):  

- Лаборатория ИИ зеркально включает: Репозиторий, Deploy, MLOps.  

- Интеграция с ИС ФК — модуль интеграции с информационными системами Федерального казначейства, 

обеспечивающий подключение моделей к действующим системам.  

- Хранилища: СХД ИИ (данные для ИИ) и СХД ИС (данные информационных систем Казначейства). 

Связь между контурами: Между НОЦ РТУ МИРЭА и ЦОД ФК осуществляется передача:  

- Моделей и алгоритмов — обученные и протестированные модели переносятся из университетской среды 

в инфраструктуру Казначейства.  

- Унифицированных спецификаций данных — единые форматы и стандарты данных обеспечивают 

совместимость и воспроизводимость результатов. 

Заключение 

Разработанная архитектура MLOps платформы для Федерального казначейства удовлетворяет ключевому 

требованию проекта: обеспечивает воспроизводимое развёртывание ИИ моделей, созданных в НОЦ РТУ 

МИРЭА, в инфраструктуре ЦОД Федерального казначейства с гарантией идентичного функционирования в 

обеих средах [9, 11]. 

Платформа представляет собой интегрированное on premise решение для управления полным операционным 

циклом ИИ-моделей. Её ключевые архитектурные характеристики [14]: 

• микросервисная контейнерная архитектура — обеспечивает модульность, масштабируемость и 

изоляцию компонентов [15]; 

• MLflow в качестве центрального ядра — реализует трекинг экспериментов (Experiment Tracking), 

версионирование моделей (Model Versioning) и управление артефактами (Artifact Management) [16]; 

• принцип «внутреннего контура» — все компоненты платформы (от хранения данных до исполнения 

моделей и мониторинга) размещены на собственной инфраструктуре организации без обращения к внешним 

сервисам, что гарантирует соответствие требованиям информационной безопасности и суверенитета данных. 

Подтверждена интеграцией некольких решений в единый конвейер для государственного учреждения, а 

также разработкой метода обеспечения идентичности поведения моделей в гетерогенных средах (НОЦ РТУ 

МИРЭА и ЦОД ФК) за счёт унифицированных спецификаций данных и контейнеризации. 

• временные затраты на перенос одной модели сокращаются с нескольких недель до 2–3 часов; 

• трудозатраты на ручную адаптацию и сопровождение снижаются не менее чем на 60%; 

• количество ошибок, вызванных расхождением конфигураций окружений, уменьшается на 90%; 

• совокупная стоимость владения (TCO) за счёт автоматизации пайплайнов и снижения простоев 

сокращается на 40–50%. 

Таким образом, созданная платформа формирует единую технологическую среду для сквозной 

автоматизации ML-процессов, что подтверждает её практическую значимость и обоснованность внедрения в 

инфраструктуре Федерального казначейства. 
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