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Цели. В статье рассмотрена задача настройки моделей реранжирования результатов поиска 

информации как задача смешанной оптимизации в пространстве проектирования переменной 

размерности (ПППР). Цель работы – исследование различных подходов к адаптации базового 

генетического алгоритма (ГА), позволяющих переключаться между пространствами проектирования 

разной размерности при решении задачи смешанной оптимизации в ПППР. Методы. В предлагаемой 

статье рассматриваются и исследуются адаптированные версии ГА, позволяющие решать задачи 

смешанной оптимизации в ПППР. Эти ГА предполагают введение в хромосому либо одного 

дополнительного гена, кодирующего целочисленную размерную переменную, либо нескольких 

дополнительных генов, кодирующих бинарные размерные переменные, либо дополнительного вектора 

тегов, сопоставленного хромосоме. Размерные переменные и векторы тегов позволяют управлять 

переключением между ПППР в процессе оптимизации и определять, какие гены в хромосоме активны, 

а какие – пассивны. При этом все ГА реализуют, используя код Грея, кодирование в генах хромосомы 

параметров разного типа. Результаты. Результаты экспериментальных исследований, полученные на 

примере задачи настройки моделей реранжирования результатов поиска информации, подтверждают 

целесообразность использования адаптированных версий ГА, для решения задач смешанной 

оптимизации в ПППР. Лучшая настроенная модель реранжирования результатов поиска информации 

интегрирована в состав системы RAG для того, чтобы производить более точную оценку релевантности 

уже найденной информации. Выводы. Адаптированные версии ГА позволяют переключаться между 

ПППР в процессе смешанной оптимизации, обеспечивая одновременный поиск значений 

оптимизируемых параметров в пространствах разной размерности и получение более высокого 

значения метрики MAP по сравнению со значением этой метрики ненастроенной модели. 

Использование настроенной модели реранжирования результатов поиска информации в составе 

системы RAG позволяет повысить качество ответов генеративной языковой модели на запросы 

пользователя. 
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Objectives. This paper examines the problem of tuning information retrieval results reranking models as a 

mixed optimization problem in variable-size design space. The goal of the study is to investigate various 

approaches to adapting the basic genetic algorithm (GA) to switch between design spaces of different size 

when solving a mixed optimization problem in a variable-size design space. Methods. This paper considers 

and explores adapted versions of GAs that enable solving mixed optimization problems in variable-size 

design spaces. These GAs involve introducing into the chromosome either a single additional gene encoding 

an integer dimensional variable, or several additional genes encoding binary dimensional variables, or an 



 

additional tag vector associated with the chromosome. Dimensional variables and tag vectors allow one to 

control switching between variable-size design spaces during the optimization process and determine which 

genes in the chromosome are active and which are passive. Moreover, all GAs implement the encoding of 

parameters of different types using Gray code. Results. The results of the experimental studies, obtained 

using the tuning information retrieval results reranking models as an example, confirm the feasibility of 

using adapted GA versions for solving mixed optimization problems in variable-size design spaces. The best-

tuned information search results reranking model is integrated into the RAG system in order to produce a 

more accurate relevancy assessment of the already found information. Conclusions. Adapted GA versions 

allow switching between variable-size design spaces during mixed optimization, ensuring simultaneous search 

for optimized parameter values in variable-size design spaces and obtaining a higher MAP metric value 

compared to the value of this metric in an untuned model. Using a tuned information retrieval results 

reranking model in the RAG system improves the quality of generative language model responses to user 

queries. 

Keywords: mixed optimization problem, variable-size design space, genetic algorithm, Gray code, dataset, 

dimensional variable, tag, reranking model, RAG system. 

 

Введение 

В корпоративных информационных системах накоплены большие объемы текстовых данных, что 

существенно затрудняет поиск релевантной информации. Поиск информации может быть автоматизирован 

с применением генеративных больших языковых моделей (LLM, Large Language Model). Ввиду ограничения 

на объем текстовой информации, т.е. на длину контекста, который LLM может обработать одномоментно, 

необходимо, чтобы LLM могла работать только с той текстовой информацией, которая необходима для 

решения конкретной задачи. В связи с этим целесообразно использовать системы генерации, дополненной 

поиском (RAG, Retrieval Augmented Generation) [1]. 

Система RAG предоставляет используемой в ней генеративной LLM доступ к текстовой информации, 

находящейся во внешних источниках данных (например, в базах данных и файлах). При этом обработка 

текстовой информации осуществляется до того, как она передается на вход LLM. Система RAG разделяет 

текстовые данные, извлечённые из тех или иных источников информации, на небольшие фрагменты. Затем 

из этих фрагментов выбирается наиболее релевантный. После этого LLM генерирует ответ, используя 

релевантный фрагмент текста. Работая таким образом, система RAG обеспечивает для LLM доступ к 

знаниям, которые она не «видела» при обучении. Это позволяет снизить вероятность галлюцинаций LLM. 

Чтобы оценить релевантность фрагмента текста (документа), необходимо представить его в векторном виде. 

Для этого целесообразно использовать языковую модель-кодировщик, при этом процесс векторизации 

текста может быть ресурсозатратным. Поэтому обычно используют малые языковые модели, снижая при 

этом точность извлекаемых результатов. Однако реранжирование запросов позволяет бороться со 

снижением точности получаемых результатов. При использовании реранжирования осуществляется 

добавление дополнительного шага в работу системы RAG. Этот шаг заключается в следующем. Сначала 

после генерации некоторой небольшой моделью векторных представлений текстовых данных выполняется 

оценка их релевантности с отбором некоторого числа наиболее релевантных фрагментов текста 

(документов). Затем извлеченные наиболее релевантные фрагменты текста передаются на вход LLM, 

являющейся моделью реранжирования результатов поиска информации. Эта модель заново оценивает 

релевантность фрагментов текста (документов). 

Удобным инструментом для работы с моделями векторных представлений текстов является библиотека 

sentence-transformers [2], обеспечивающая преобразование текстов в векторные представления, 

семантически сохраняющие смысл текстов. Так, эта библиотека позволяет работать с моделями Cross-

Encoder, которые одновременно обрабатывают два входных текста и оценивают их сходство. Модели Cross-

Encoder применяют в системах RAG для реранжирования результатов поиска информации, полученных 

ранее [3]. Библиотека sentence-transformers позволяет дообучать такие модели, а также получать вывод от 

них. 

LLM, выбранную для использования в составе системы RAG в качестве модели реранжирования 

результатов поиска информации, целесообразно дообучить на целевых примерах. Дообучение может быть 

выполнено, в частности, с использованием генетического алгоритма (ГА) [4], позволяющего эффективно 

исследовать пространство оптимизируемых параметров и решить задачу оптимизации, не испытывая 

ограничений из-за размеров шагов по сетке. Однако, базовые версии ГА требуют доработки, т.к. в 

большинстве случаев работают только либо с непрерывными, либо с дискретными параметрами. Задача 

настройки модели реранжирования является задачей смешанной оптимизации, т.к. предполагает работу с 



 

параметрами разных типов, таких как непрерывные, дискретные и категориальные. Сложность решения 

задачи настройки модели реранжирования увеличивается, т.к. её необходимо решать в пространстве 

проектирования переменной размерности (ПППР) [5, 6], в котором число оптимизируемых параметров 

может изменяться. Разное число оптимизируемых параметров (и, соответственно, разная размерность 

рассматриваемых пространств проектирования) при дообучении может быть обусловлено выбором того или 

иного оптимизатора, работающего с разным числом параметров. 

При решении задачи смешанной оптимизации оптимизируемые параметры могут быть представлены 

вещественными и целочисленными значениями, а также в бинарном формате. Кроме того, в таких задачах 

оптимизируемые параметры могут быть категориальными. Такие параметры при соблюдении определенных 

условий могут быть представлены целочисленными значениями. Очевидно, что для кодирования 

оптимизируемых параметров различных типов в рамках единого ГА целесообразно применение кода Грея 

[7]. 

Целью настоящей работы является исследование различных подходов к адаптации базового ГА, 

позволяющих переключаться между пространствами проектирования разной размерности при решении 

задачи смешанной оптимизации в ПППР. Адаптированные версии ГА должны быть способны выполнять 

одновременный поиск значений оптимизируемых параметров в различных пространствах проектирования, 

характеризующихся разной размерностью. Кроме того, лучшая настроенная модель реранжирования 

результатов поиска информации должна быть интегрирована в систему RAG. 

1. Аспекты настройки моделей реранжирования результатов поиска информации с применением 

адаптированных версий генетического алгоритма 

Процесс настройки модели реранжирования результатов поиска информации подразумевает собой 

подбор оптимальных значений гиперпараметров, применяемых для дообучения модели. Процесс настройки 

модели реранжирования с применением адаптированной версии ГА может быть описан следующим 

образом. 

Сначала выполняется случайная инициализация начальной популяции хромосом ГА значениями 

гиперпараметров, применяемых для дообучения модели реранжирования результатов поиска информации. 

Затем выполняются два вложенных цикла. Первый цикл реализуется по числу поколений ГА. Вложенный в 

него второй цикл реализуется по числу хромосом в популяции ГА. При этом на основе значений 

гиперпараметров каждой хромосомы в популяции ГА выполняется настройка модели реранжирования 

результатов поиска информации и оценка функции приспособленности для настроенной модели. Второй 

цикл повторяется до тех пор, пока не будут рассмотрены все хромосомы текущей популяции ГА. После 

завершения второго цикла осуществляется генерация новой популяции хромосом ГА. Первый цикл 

повторяется до тех пор, пока не будет достигнуто максимальное число поколений ГА. 

Так как задача настройки модели реранжирования результатов поиска информации является задачей 

смешанной оптимизации в ПППР, предлагается рассмотреть три подхода к адаптации базового ГА к 

одновременной работе с пространствами разной размерности [6]: 

− подход, реализующий включение в состав хромосомы ГА дополнительного гена, кодирующего 

целочисленную размерную переменную, число целочисленных значений которой равно числу пространств 

проектирования, и позволяющего переключаться между разными пространствами проектирования; 

− подход, реализующий включение в состав хромосомы ГА дополнительных генов, кодирующих 

бинарные размерные переменные, число которых равно числу пространств проектирования, и позволяющих 

переключаться между разными пространствами проектирования; 

− подход, реализующий использование дополнительного бинарного вектора тегов, сопоставленного 

каждой хромосоме ГА и позволяющего переключаться между разными пространствами проектирования. 

Включение в хромосому дополнительных генов, кодирующих размерные переменные (целочисленные 

или бинарные), не требует изменения стандартных механизмов и операторов ГА [6]. При использовании 

дополнительного бинарного вектора тегов, сопоставленного каждой хромосоме ГА, также могут быть 

использованы стандартные механизмы и операторы ГА. Так, например, могут быть использованы оператор 

турнирной селекции, оператор имитации бинарного скрещивания (Simulated Binary Crossover) [8] и оператор 

полиномиальной мутации (Polynomial Mutation) [9]. 

Очевидно, что для решения задачи смешанной оптимизации в ПППР можно использовать базовый ГА, 

реализующий кодирование параметров в генах хромосом на основе кода Грея и адаптированный для работы 

с задачами смешанной оптимизации. 

При реализации первого и второго подходов к адаптации базового ГА к одновременной работе с ПППР 



 

хромосома содержит основные гены, а также дополнительный ген (для первого подхода) или 

дополнительные гены (для второго подхода). Основные гены могут быть активными или пассивными в 

зависимости от значения, хранящегося в дополнительном гене, соответствующем целочисленной размерной 

переменной (для первого подхода), или в зависимости от значений, хранящихся в дополнительных генах, 

соответствующих бинарным размерным переменным (для второго подхода). 

При реализации третьего подхода к адаптации базового ГА к одновременной работе с ПППР хромосома 

содержит только основные гены. Информация об активности и пассивности основных генов хромосомы 

закодирована в векторе тегов, соответствующем этой хромосоме. 

При применении второго и третьего подходов к адаптации базового ГА к одновременной работе с ПППР 

необходимо контролировать выполнение требования о том, что для каждой хромосомы активно только одно 

пространство проектирования (т.е. только одна бинарная размерная переменная или только один бинарный 

тег имеет значение, равное 1), т.к. несколько пространств проектирования не могут быть активны 

одновременно. 

Адаптация базового ГА в контексте решения задачи смешанной оптимизации в ПППР предполагает 

явное указание типов параметров, закодированных разными генами хромосомы с целью правильной их 

обработки в процессах кодирования и декодирования генов хромосомы и реализации эволюционного 

поиска. Кроме того, внимание должно быть уделено корректному заданию функции приспособленности ГА, 

использующей сопоставление значения целочисленной размерной переменной (значения активной бинарной 

размерной переменной, значения активного бинарного тега) и соответствующих этому значению параметров 

в активном пространстве проектирования. 

В настоящей работе в качестве базового выбран SelfCSHAGA (Self-Configuring Success History-based 

Adaptation Genetic Algorithm) [10] – самоконфигурируемый ГА с адаптацией на основе истории успеха, 

являющийся развитием идей SHAGA [11] и доказавший превосходство над рядом современных 

метаэвристических алгоритмов оптимизации. SelfCSHAGA имеет цикл работы, структурно похожий на 

цикл работы алгоритма дифференциальной эволюции, использует улучшенную процедуру скрещивания, 

адаптирующую интенсивность скрещивания, а также – селективное давление на этапе скрещивания и 

многородительское скрещивание. Кроме того, в SelfCSHAGA реализован механизм динамической 

адаптации вероятностей применения различных генетических операторов на основе истории успеха. 

Следует отметить, что в качестве базового ГА может быть использован любой ГА, адаптированный к 

работе с параметрами разного типа. 

В настоящей работе рассмотрены три адаптированные версии ГА, реализующие применение трёх 

указанных выше подходов к адаптации базового ГА к одновременной работе с пространствами разной 

размерности. Каждая адаптированная версия ГА использует генетические операторы селекции, скрещивания 

и мутации, предложенные для базового SelfCSHAGA [10]. При этом в каждом поколении каждой 

адаптированной версии ГА выбор генетических операторов осуществляется с адаптацией на основе истории 

успеха (как это реализовано в базовом SelfCSHAGA [10]). 

Кроме того, во вторую и третью адаптированные версии ГА внесены дополнительные инструменты, 

позволяющие организовать корректное переключение между пространствами проектирования. 

Использование операторов скрещивания и мутации может привести к тому, что несколько бинарных 

размерных переменных (во второй адаптированной версии ГА) или несколько бинарных тегов (в третьей 

адаптированной версии ГА) будут активны одновременно. Так как несколько пространств проектирования 

не должны быть активны одновременно, то из нескольких активных бинарных размерных переменных (во 

второй адаптированной версии ГА) или нескольких бинарных тегов (в третьей адаптированной версии ГА) 

случайным образом выбирается одна бинарная размерная переменная (во второй адаптированной версии 

ГА) или один бинарный тег (в третьей адаптированной версии ГА) с получением статуса активности, в то 

время как всем остальным рассматриваемым бинарным переменным (во второй адаптированной версии ГА) 

или рассматриваемым бинарным тегам (в третьей адаптированной версии ГА) присваиваются значения, 

равные 0, с получением статуса пассивности. 

В контексте настройки модели реранжирования результатов поиска информации предлагается 

рассмотреть русскоязычную модель RuBERT c 0.18 млрд. параметров [12 – 14]. Модель RuBERT основана 

на многоязычной модели BERT, для которой выполнена тонкая настройка с использованием набора данных, 

содержащего обучающие примеры на русском языке. Поэтому модель RuBERT показывает хорошие 

результаты в задачах анализа тональности, классификации текстов и распознавания именованных 

сущностей на русском языке. Однако необходимо дообучение модели RuBERT, чтобы повысить 



 

эффективность её работы в качестве кросс-кодировщика, т.е. в качестве модели реранжирования 

результатов поиска информации. 

Настройка модели реранжирования результатов поиска информации подразумевает получение таких 

значений гиперпараметров процесса дообучения, при которых достигается максимальное значение 

некоторой метрики оценки эффективности модели. 

Для модели реранжирования результатов поиска информации наиболее важными гиперпараметрами 

процесса дообучения являются коэффициент скорости обучения (𝑙𝑒𝑎𝑟𝑛𝑖𝑛𝑔_𝑟𝑎𝑡𝑒), размер батча (𝑏𝑎𝑡𝑐ℎ_𝑠𝑖𝑧𝑒), 

затухание весов (𝑤𝑒𝑖𝑔ℎ𝑡_𝑑𝑒𝑐𝑎𝑦). Эти гиперпараметры являются числовыми. 

Кроме того, важным гиперпараметром является оптимизатор (𝑜𝑝𝑡𝑖𝑚), используемый в процессе 

дообучения. Этот гиперпараметр является категориальным, т.к. его значения определяются через имена 

используемых оптимизаторов. При этом оптимизаторы могут иметь разное число настраиваемых 

гиперпараметров. Так, при использовании различных версий оптимизатора AdamW (в частности, версий 

adamw_torch и adamw_torch_fused в библиотеке sentence-transformers) требуется выполнение настройки 

его гиперпараметров, таких как 𝑎𝑑𝑎𝑚_𝑏𝑒𝑡𝑎1 и 𝑎𝑑𝑎𝑚_𝑏𝑒𝑡𝑎2, в то время как при использовании 

оптимизатора Adafactor (adafactor в библиотеке sentence-transformers) настройка таких гиперпараметров 

не выполняется (ввиду их отсутствия). 

Числовые гиперпараметры могут быть вещественными или целочисленными. При этом для каждого 

числового гиперпараметра задается определенный диапазон допустимых значений, в рамках которого 

выполняется поиск оптимального значения гиперпараметра. При этом значения вне диапазона допустимых 

значений могут либо не поддерживаться, либо с высокой вероятностью приводить к ухудшению качества 

обучаемой модели. 

В таблице 1 представлена информация о числовых гиперпараметрах, их типах, а также нижняя и верхняя 

границы диапазонов допустимых значений гиперпараметров. 

Таблица 1. Гиперпараметры модели реранжирования результатов поиска, их тип, нижняя и верхняя 

границы диапазонов допустимых значений 

Гиперпараметр Тип Нижняя граница диапазона Верхняя граница диапазона 

𝑙𝑒𝑎𝑟𝑛𝑖𝑛𝑔_𝑟𝑎𝑡𝑒 Вещественный 1e–6 5e–4 

𝑏𝑎𝑡𝑐ℎ_𝑠𝑖𝑧𝑒 Целочисленный 2 64 

𝑤𝑒𝑖𝑔ℎ𝑡_𝑑𝑒𝑐𝑎𝑦 Вещественный 0.0 0.1 

𝑎𝑑𝑎𝑚_𝑏𝑒𝑡𝑎1 Вещественный 0.8 0.999 

𝑎𝑑𝑎𝑚_𝑏𝑒𝑡𝑎2 Вещественный 0.9 0.999 

Таким образом, задача настройки модели реранжирования результатов поиска информации является 

задачей смешанной оптимизации в ПППР. Разная размерность пространства проектирования обусловлена 

разным числом гиперпараметров, сопоставленных конкретному оптимизатору. 

Для настройки модели RuBERT предлагается использовать набор данных, состоящий из пар запросов и 

документов с аннотированной релевантностью документа по отношению к запросу. При этом для 

улучшения качества модели RuBERT, используемой в качестве модели реранжирования результатов поиска 

информации, набор данных должен содержать сложные отрицательные примеры, называемые hard negatives, 

которые сильно похожи на релевантные документы, т.к. содержат схожие ключевые слова или темы, но в то 

же время не содержат полезной информации. 

В качестве примеров для дообучения модели RuBERT предлагается использовать примеры набора 

данных SberQuAD [15], который является набором данных для обучения вопросно-ответных систем на 

русском языке. Набор данных SberQuAD содержит 74300 примеров. 

Для адекватного решения задачи повышения качества модели RuBERT, используемой в качестве модели 

реранжирования результатов поиска информации, целесообразно на основе набора данных SberQuAD с 

применением функции mine_hard_negatives библиотеки sentence-transformers сформировать новый набор 

данных, содержащий сложные отрицательные примеры, являющиеся примерами hard negatives. Из 

полученного таким образом нового набора данных, случайным образом отобрано 1400 примеров с 

разбиением их на обучающую, валидационную и тестовую выборки, содержащие 1000, 200 и 200 примеров 

соответственно. 

Такой отбор примеров выполнен ввиду ограниченных (по времени) вычислительных возможностей 



 

используемой среды разработки программных модулей – среды Google Colab, с предлагаемым в ней GPU. 

Обучающую и валидационную выборки планируется использовать для дообучения модели RuBERT, т.е. для 

настройки модели реранжирования результатов поиска информации, с последующей оценкой дообученной 

модели на тестовой выборке. 

Пример содержимого значимых полей обучающей выборки, построенной на основе сложных 

отрицательных примеров набора данных SberQuAD, приведен в таблице 2. 

Таблица 2. Содержимое значимых полей обучающей выборки 

Вопрос Контекст 

Часто ли меняются 

потребности и ожидания 

потребителей? 

Системы менеджмента качества приводятся в движение требованиями 

потребителя организации. Потребителям необходима продукция (услуга), 

характеристики которой удовлетворяли бы их потребности и ожидания. 

Потребности и ожидания потребителей постоянно изменяются, из-за чего 

организации испытывают давление, создаваемое конкурентной средой 

(рынком) и техническим прогрессом. Для поддержания постоянной 

удовлетворенности потребителя организации должны постоянно 

совершенствовать свою продукцию и свои процессы. СМК организации, как 

один из инструментов менеджмента, дает уверенность высшему 

руководству самой организации и её потребителям, что организация 

способна поставлять продукцию, полностью соответствующую требованиям 

(необходимого качества, в необходимом количестве за установленный 

период времени, затратив на это установленные ресурсы). 

Для каждой комбинации значений гиперпараметров, сформированной, например, при реализации ГА, 

выполнятся обучение модели на обучающей выборке, после чего осуществляется вычисление метрики 

оценки эффективности модели на валидационной выборке. 

Набор значений гиперпараметров, обеспечивший максимальное значение метрики оценки 

эффективности модели на валидационной выборке признается лучшим. 

Для модели, дообученной на значениях гиперпараметров из лучшего набора, выполняется вычисление 

метрики оценки эффективности модели на тестовой выборке. Значение этой метрики отражает итоговое 

качество модели реранжирования результатов поиска информации. 

2. Адаптированная версия генетического алгоритма при включении в состав хромосомы 

дополнительного гена, кодирующего целочисленную размерную переменную 

При использовании первого подхода, реализующего включение в состав хромосомы ГА 

дополнительного гена, кодирующего целочисленную размерную переменную, число значений размерной 

переменной равно числу различных пространств проектирования [6, 16]. Основные гены хромосомы могут 

находиться либо в активном, либо в пассивном состоянии в зависимости от значения размерной 

переменной. Значение размерной переменной, закодированной в дополнительном гене хромосомы, 

активирует одно пространство проектирования и соответствующие ему основные гены хромосомы, 

кодирующие некоторые параметры задачи оптимизации. Кроме того, значение размерной переменной 

определяет выбор оптимизатора. Активные гены кодируют некоторые параметры задачи оптимизации, 

соответствующие активному пространству проектирования. 

На рисунке 1 представлена схема кодирования хромосомы при использовании целочисленной размерной 

переменной. 

На схеме показан дополнительный ген, кодирующий целочисленную размерную переменную, три 

возможных значения (1, 2 и 3) которой соответствуют трём пространствам проектирования, каждое из 

которых связано с определенным оптимизатором. Каждый оптимизатор имеет набор параметров, связанных 

с ним: они активны, если активен этот оптимизатор. 

Так, на схеме показано, что представленная хромосома определяет активное пространство 

проектирования, связанное с оптимизатором Adafactor (adafactor на рисунке 1). Соответственно, значение 

размерной переменной, определяемой геном dimensional_variable, равно 3. Параметры этого пространства 

проектирования определяются основными генами хромосомы, отвечающими за параметры 𝑙𝑒𝑎𝑟𝑛𝑖𝑛𝑔_𝑟𝑎𝑡𝑒 и 

𝑤𝑒𝑖𝑔ℎ𝑡_𝑑𝑒𝑐𝑎𝑦 вещественного типа и параметр 𝑏𝑎𝑡𝑐ℎ_𝑠𝑖𝑧𝑒 целочисленного типа. 

В оценке функции приспособленности участвуют только параметры активного пространства 

проектирования и оптимизатор, сопоставленный значению целочисленной размерной переменной. 



 

Адаптированная версия ГА, реализующая включение в состав хромосомы дополнительного гена, 

кодирующего целочисленную размерную переменную, использует генетические операторы селекции, 

скрещивания и мутации, описанные в [10]. 

Следует отметить, что в этой адаптированной версии ГА операторы скрещивания и мутации 

применяются последовательно ко всем генам хромосомы (в соответствии с общей концепцией). 

 

 
 

Рисунок 1. Кодирование хромосомы при использовании целочисленной размерной переменной 

 

3. Адаптированная версия генетического алгоритма при включении в состав хромосомы 

дополнительных генов, кодирующих бинарные размерные переменные 

При использовании второго подхода, реализующего включение в состав хромосомы дополнительных 

генов, кодирующих бинарные размерные переменные, число бинарных размерных переменных равно числу 

пространств проектирования, при этом бинарные размерные переменные могут принимать только значения 

0 и 1. В любой хромосоме значение только одной из бинарных размерных переменных может быть равно 1, 

все остальные бинарные размерные переменные при этом должны иметь значения, равные 0. Основные 

гены, соответствующие активной бинарной размерной переменной (т.е. бинарной размерной переменной, 

значение которой равно 1), считаются активными, а все остальные гены считаются пассивными. Кроме того, 

значение активной бинарной размерной переменной определяет выбор оптимизатора. Активные гены 

кодируют некоторые параметры задачи оптимизации, соответствующие активному пространству 

проектирования. 

На рисунке 2 представлена схема кодирования хромосомы при использовании нескольких бинарных 

размерных переменных. 

На схеме показаны три дополнительных гена, кодирующих бинарные размерные переменные, 

возможные значения которых соответствуют трём пространствам проектирования, каждое из которых 

связано с определенным оптимизатором. 



 

Так, на схеме показано, что представленная хромосома определяет активное пространство 

проектирования, связанное с оптимизатором Adafactor (adafactor на рисунке 2). Соответственно, значение 

бинарной размерной переменной, определяемой геном dimensional_variable_3, равно 1. Параметры этого 

пространства проектирования определяются основными генами хромосомы, отвечающими за параметры 

𝑙𝑒𝑎𝑟𝑛𝑖𝑛𝑔_𝑟𝑎𝑡𝑒 и 𝑤𝑒𝑖𝑔ℎ𝑡_𝑑𝑒𝑐𝑎𝑦 вещественного типа и параметр 𝑏𝑎𝑡𝑐ℎ_𝑠𝑖𝑧𝑒 целочисленного типа. При этом 

значения бинарных размерных переменных, определяемых генами dimensional_variable_1 и 

dimensional_variable_2, равны 0. Соответствующие им пространства проектирования не активны. 

 

 
 

Рисунок 2. Кодирование хромосомы при использовании трёх бинарных размерных переменных 

 

В оценке функции приспособленности участвуют только параметры активного пространства 

проектирования и оптимизатор, сопоставленный активной бинарной размерной переменной. 

Адаптированная версия ГА, реализующая включение в состав хромосомы дополнительных генов, 

кодирующих бинарные размерные переменные, использует генетические операторы селекции, скрещивания 

и мутации, описанные в [10].  

Кроме того, в эту версию ГА внесены дополнительные инструменты, позволяющие организовать 

корректное переключение между пространствами проектирования. В частности, если в результате 

применения операторов скрещивания и мутации сразу несколько бинарных размерных переменных имеют 

значения, равные 1, хотя несколько пространств проектирования не должны быть активны одновременно, то 

из этих бинарных размерных переменных случайным образом выбирается одна бинарная размерная 

переменная с получением статуса активности, в то время как всем остальным рассматриваемым бинарным 

размерным переменным присваиваются значения, равные 0, с получением статуса пассивности. 

Следует отметить, что в этой адаптированной версии ГА операторы скрещивания и мутации 

применяются последовательно ко всем генам хромосомы (в соответствии с общей концепцией). 

 



 

4. Адаптированная версия генетического алгоритма при использовании дополнительного 

бинарного вектора тегов, сопоставленного каждой хромосоме 

При использовании третьего подхода, реализующего использование дополнительного бинарного вектора 

тегов, сопоставленного каждой хромосоме, число бинарных тегов равно числу пространств проектирования, 

при этом бинарные теги могут принимать только значения 0 и 1 [6]. В каждом бинарном векторе тегов 

всегда активен только один тег. Этот тег определяет, какие гены в соответствующей ему хромосоме 

активны. 

На рисунке 3 представлена схема кодирования хромосомы и бинарного вектора тегов. 

 

 
 

Рисунок 3. Кодирование хромосомы и бинарного вектора тегов 

На схеме показано соответствие между генами хромосомы и тегами из бинарного вектора тегов. Каждый 

тег соответствует одному из трех пространств проектирования, каждое из которых связано с определенным 

оптимизатором. 

Так, на схеме показано, что представленная хромосома определяет активное пространство 

проектирования, связанное с оптимизатором Adafactor (adafactor на рисунке 3). При этом активным 

является тег tag_3. Параметры этого пространства определяются основными генами хромосомы, 

отвечающими за параметры 𝑙𝑒𝑎𝑟𝑛𝑖𝑛𝑔_𝑟𝑎𝑡𝑒 и 𝑤𝑒𝑖𝑔ℎ𝑡_𝑑𝑒𝑐𝑎𝑦 вещественного типа и параметр 𝑏𝑎𝑡𝑐ℎ_𝑠𝑖𝑧𝑒 

целочисленного типа. Значения тегов tag_1 и tag_2 равны 0. Соответствующие им пространства 

проектирования не активны. 

В оценке функции приспособленности участвуют только параметры активного пространства 

проектирования и оптимизатор, сопоставленный значению активного тега. 

Адаптированная версия ГА, реализующая применение дополнительного бинарного вектора тегов, 

сопоставленного каждой хромосоме, использует генетические операторы селекции, скрещивания и мутации, 

описанные в [10]. Кроме того, в эту версию ГА внесены дополнительные инструменты, позволяющие 

организовать корректное переключение между пространствами проектирования. В частности, если в 

результате применения операторов скрещивания и мутации сразу несколько бинарных тегов имеют 

значения, равные 1, хотя несколько пространств проектирования не должны быть активны одновременно, то 

из этих бинарных тегов случайным образом выбирается один бинарный тег с получением статуса 

активности, в то время как всем остальным рассматриваемым бинарным тегам присваиваются значения, 

равные 0, с получением статуса пассивности. Следует отметить, что в этой адаптированной версии ГА 

операторы скрещивания и мутации могут применяться как одновременно последовательно и одинаково ко 

всем генам хромосомы и ко всем тегам бинарного вектора тегов (в соответствии с общей концепцией), так и 

независимо (т.е. к генам хромосомы могут применяться операторы скрещивания и мутации, отличающиеся 

от операторов скрещивания и мутации, применяемых к тегам бинарного вектора).  

В первом случае реализация этой адаптированной версии ГА будет близка по смыслу к реализации, 

описанной в п. 3. В настоящем исследовании реализовано независимое применение операторов 

скрещивания и мутации к хромосоме и вектору тегов, сопоставленному ей. 



 

5. Настройка моделей реранжирования результатов поиска информации с применением 

адаптированных версий генетического алгоритма 

Экспериментальные исследования выполнены на языке Python 3.12 в среде разработки Google Colab с 

применением предлагаемого GPU (Graphics Processing Unit), позволяющего существенно сократить 

временные затраты на настройку моделей реранжирования результатов поиска информации. 

В ходе экспериментальных исследований для каждой адаптированной версии ГА выполнено 10 запусков 

с выполнением настройки моделей реранжирования результатов поиска информации. При этом размер 

популяции равен 10 хромосомам, число поколений равно 10, число эпох дообучения моделей равно 3. 

Выбор небольших значений для размера популяции, числа поколений и числа эпох может быть объяснен 

ограниченными (по времени) возможностями использования GPU среды разработки Google Colab. Следует 

отметить, что на протяжении 10 поколений для каждой адаптированной версии ГА сохраняется история 

успеха применения генетических операторов, на основе которой определяется вероятность применения 

каждого их них в новом поколении. 

Для оценки эффективности настроенных моделей в качестве метрики качества, а также в качестве 

функции приспособленности в адаптированных версиях ГА, целесообразно использовать метрику MAP 

(Mean Average Precision) [17], которая позволяет определить, насколько хорошо модель реранжирования 

сортирует список фрагментов текста (документов) так, чтобы релевантные фрагменты текста (документы) в 

нём находились как можно выше. Чем больше значение метрики MAP, тем лучше качество модели. 

По результатам 10 запусков первая адаптированная версия ГА с одной целочисленной размерной 

переменной показала среднее значение метрики MAP, равное 0.968, и среднеквадратичное отклонение, 

равное 0.017. По результатам 10 запусков вторая адаптированная версия ГА с тремя бинарными 

размерными переменными показала среднее значение метрики MAP, равное 0.962, и среднеквадратичное 

отклонение, равное 0.029. По результатам 10 запусков третья адаптированная версия ГА с использованием 

бинарного вектора тегов показала среднее значение метрики, равное 0.962 и среднеквадратичное 

отклонение, равное 0.025. 

Таким образом, несмотря на указанные выше ограничения при выполнении экспериментов все три 

адаптированные версии ГА показывают хорошее качество сходимости. 

Максимальное значение метрики MAP, равное 0.983 , обеспечила адаптированная версия ГА с 

использованием бинарного вектора тегов. Для оценки эффективности этой модели реранжирования 

выполнено сравнение её значения метрики MAP со значением метрики MAP базовой модели на тестовой 

выборке. 

На тестовой выборке базовая модель RuBERT показывает значение метрики MAP, равное 0.943, в то время 

как настроенная модель показывает значение метрики MAP, равное 0.975, что свидетельствует о повышении 

эффективности модели реранжирования результатов поиска информации после выполнения её настройки. 

В ходе экспериментальных исследований c применением знакового рангового критерия Вилкоксона 

выполнен сравнительный анализ эффективности адаптированных версий ГА относительно друг друга с 

учётом выполненных 10 запусков для каждой версии. Результаты сравнительного анализа позволяют 

сделать вывод о том, что между тремя рассмотренными адаптированными версиями ГА не существует 

значительного статистического различия (на уровне значимости 𝛼 = 0.05). 

В связи с полученными результатами экспериментальных исследований по настройке моделей 

реранжирования результатов поиска информации принято решение о целесообразности дальнейшей 

интеграции в систему RAG модели, обеспечившей наибольшее значение метрики MAP, а именно – 

дообученной модели, полученной при применении третьей адаптированной версии ГА. 

6. Интеграция модели реранжирования результатов поиска информации в систему RAG 

Настроенную модель реранжирования результатов поиска информации целесообразно интегрировать в 

систему RAG с использованием фреймворка LangChain [18]. Система RAG состоит из нескольких частей, 

таких как загрузчик фрагментов текста (документов), модель генерации векторных представлений, модель 

реранжирования результатов поиска и модель, генерирующая ответ. Для полноценной работы системы RAG 

необходимо выбрать модель поиска информации и модель генерации ответа. В качестве модели генерации 

векторных представлений предлагается использовать модель sentence-transformers/paraphrase-multilingual-

MiniLM-L12-v2 [19], а в качестве генеративной модели – модель Qwen/Qwen3.5-2B [20]. Эти модели 

являются легковесными многоязычными моделями с поддержкой русского языка. 

Существенный интерес представляет выполнение оценки работоспособности системы RAG как единого 

целого. При этом примеры из тестовой выборки, содержащей 200 примеров, могут быть использованы в 



 

качестве набора документов для поиска. В этом случае случайным образом из тестовой выборки могут быть 

отобраны вопросы с целью передачи их в систему RAG в качестве запросов. 

В таблице 3 представлены примеры запросов c соответствующими им наиболее релевантными 

документами, выбранными системой RAG, и ответами на запросы, сгенерированные большой языковой 

моделью. 

Таблица 3. Результаты работы системы RAG 

Запрос Контекст Ответ 

Какие субъек-

тивные потре-

бительские 

свойства можно 

обозначить при 

оценке качества 

товара? 

Качество товара — оценка потребителем соответствия 

товара назначению (обычному, общепринятому или 

назначению, указанному производителем). Включает в 

себя оценку объективных потребительских свойств 

(производительность, надёжность, ремонтопригодность) 

и субъективных (модность, престижность, лёгкость в 

эксплуатации). В современных условиях планирование 

качества является основой маркетинговой политики 

производителя. Кроме качества для оценки товара ис-

пользуется показатель технического уровня продукции. 

Субъективные потребитель-

ские свойства, такие как мод-

ность, престижность и лёгкость 

в эксплуатации, являются 

неотъемлемой частью оценки 

качества товара. Они дополня-

ют объективные характеристи-

ки, такие как производитель-

ность и надёжность, формируя 

полную картину потребитель-

ского восприятия. 

Чем проверяется 

эффективность 

пастеризации 

при производ-

стве кисломо-

лочных напит-

ков или масла? 

Нагревание молочного сырья до температур пастериза-

ции приводит к инактивации ферментов, тепловая 

устойчивость которых также индивидуальна, как и теп-

ловая устойчивость микроорганизмов. Температурные 

режимы пастеризации, принятые в молочной промыш-

ленности, полностью инактивируют щелочную фосфата-

зу. Известно, что после нагревания молока до 65 °C в 

течение 30 минут фосфатаза в нём не обнаруживается. 

Тепловая обработка фосфатазы используется в молочной 

промышленности для определения эффективности па-

стеризации молока при производстве питьевого пастери-

зованного молока. При производстве кисломолочных 

напитков или масла эффективность пастеризации опре-

деляется пробой на ксантиноксидазу, которая инактиви-

руется при температурах около 80 °C. Протеазы инакти-

вируются при температурах выше 75 °C, нативные липа-

зы — при температуре 80 °C, а бактериальные липазы — 

при температуре 90 °C. 

Для проверки эффективности 

пастеризации при производ-

стве кисломолочных напитков 

или жиров используют пробу 

на ксантиноксидазу, которая 

инактивируется при темпера-

турах около 80 °C. 

 

На основе представленных результатов можно сделать вывод о том, что система RAG успешно отбирает 

релевантные документы, на основе которых генеративная большая языковая модель может сгенерировать 

релевантный ответ на запрос пользователя. 

Заключение 

В результате настройки модели RUBERT с использованием сложных отрицательных примеров, 

полученных из набора данных SberQuAD, разработана модель реранжирования результатов поиска 

информации, которая показывает большую эффективность, чем базовая модель, в контексте максимизации 

значения метрики MAP. В процессе настройки модели реранжирования результатов поиска информации 

предложены и исследованы три различных подхода к кодированию в ГА смешанной оптимизации 

информации о ПППР. В частности, разработаны три адаптированные версии ГА, в которых реализовано: 

включение в хромосому дополнительного гена, кодирующего целочисленную размерную переменную; 

дополнительных генов, кодирующих несколько бинарных размерных переменных; использование 

дополнительного бинарного вектора тегов, сопоставленного каждой хромосоме. При этом каждая 

адаптированная версия ГА обеспечивает переключение между ПППР. 

В ходе экспериментальных исследований выполнен сравнительный анализ трёх адаптированных версий 

ГА с использованием знакового рангового критерия Вилкоксона, в результате которого установлено, что ни 

одна из версий явно не превосходит другую. 



 

Доработанная система RAG поддерживает загрузку документов, поиск наиболее релевантных 

документов и генерацию большой языковой моделью ответа на запросы пользователя на основе найденной 

информации. При этом в доработанную систему RAG интегрирована настроенная модель реранжирования 

результатов поиска информации, которая позволяет отобрать наиболее релевантные документы из уже 

найденных, что повышает качество ответа генеративной большой языковой модели. 

Целью дальнейших исследований является расширенное изучение возможностей разработанных 

адаптированных версий ГА (в контексте реализации стратегий исследования и эксплуатации пространства 

поиска) и применение принципов нишевых алгоритмов оптимизации [20] в контексте решения задачи 

смешанной оптимизации в ПППР. 
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